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Zusammenfassung

Broccoli ist eine semantische Suchmaschine, die fiir das Durchsuchen der englisch-
sprachigen Wikipedia entwickelt wurde. In einer fritheren Arbeit wurde damit be-
gonnen, broccoli fiir das Durchsuchen allgemeiner Web-Seiten zu erweitern. Hier-
zu mussten sowohl der Entitatserkenner als auch die Komponente zum Parsen der
Seiten angepasst bzw. verallgemeinert werden. Hierbei zeigten sich einige Schwie-
rigkeiten, wie etwa eine hohe Zahl an Falscherkennungen von Entitaten. In dieser
Arbeit soll die Qualitdt der Suche durch einen verbesserten Entitdtserkenner gestei-
gert werden. Dazu wurde unter anderem die Erkennung von Eigennamen verbessert.
Ein neu geschriebener Disambiguationsalgorithmus soll zudem im Text vorhande-
ne Mehrdeutigkeiten auflosen. Durch eine ebenfalls neu geschriebene Evaluations-
Komponente konnen Falscherkennungen genauer untersucht werden als bisher. Fiir
die Evaluations-Komponente wurde eine Auswahl an Artikeln aus dem Korpus mit
Ground Truth Annotationen versehen.






1. Einleitung

Das maschinelle Verarbeiten natiirlicher Sprache spielt eine wichtigere Rolle in vielen
Teilbereichen der Informatik. Im Rahmen von semantischen Suchmaschinen ist das
Verarbeiten natiirlicher Sprache ein wichtiger Bestandteil, um zu der Suchanfrage
des Benutzers passende Ergebnisse zu finden. Mit semantischen Suchmaschinen ist
es moglich, gezielt nach Entitaten oder Klassen von Entitdten zu suchen.

Eine der Herausforderungen ist hierbei, dass sich unterschiedliche Begriffe und Na-
men syntaktisch gleichen, aber semantisch verschieden sein kénnen. So gibt es bei-
spielsweise zu flnf verschiedene Personen in der deutschsprachigen Wikipedia einen
Artikel, die sich den Namen ,,Michael Jordan® teilen'. Die konkrete semantische Be-
deutung hangt dabei haufig davon ab, in welchem Kontext ein Name oder Begriff
erwahnt wird.

Sucht der Benutzer in einer semantischen Suchmaschine beispielsweise nach dem
Basketballspieler Michael Jordan, so sollen nur solche Ergebnisse gelistet werden,
in denen tatsachlich der Basketballspieler und nicht der gleichnamige Schauspieler
oder Universitatsprofessor gemeint ist.

broccoli ist eine solche semantische Suchmaschine, die urspriinglich fiir das Durch-
suchen der englischsprachigen Wikipedia entwickelt wurde.

Abbildung 1.1 zeigt, wie broccoli den Benutzer bei Formulierung einer semantischen
Suchanfrage unterstiitzt.

Von Phillip Bausch wurde broccoli in einer fritheren Arbeit fiir das Durchsuchen
allgemeiner Web-Seiten erweitert, da in Wikipedia oft aktuelle Informationen z.B.
zu politischen Ereignissen fehlen. [Baul4d] Als Datenquelle wurde CommonCrawl
benutzt, woraus unter anderem 600 Tausend Nachrichtenseiten extrahiert wurden.
Hierfiir mussten einerseits die Web-Seiten von nicht relevanten Elementen befreit
werden, wie etwa Navigationsleiten oder Werbung. Zudem musste der Entitétser-
kenner angepasst werden, damit dieser auch auf einem allgemeinen Web-Korpus
funktioniert.

In dieser Arbeit soll dies fortgefithrt werden. Vor allem soll die Qualitdt der Su-
che durch eine verbesserte Entitédtserkennung gesteigert werden, da hier nach einer
kurzen Analyse in Kapitel 2 das grofite Verbesserungspotential gesehen wurde.

Bei der Entitatserkennung unterscheidet man in der Regel zwischen Named Entity
Recognition (NER) und Entity Disambiguation.

Unter ersterem versteht man das Erkennen von Eigennamen in einem Text, sowie
teils auch die Zuordnung zu groben Kategorien (haufig u.a. Person, Location und

thttp://de.wikipedia.org/wiki/Michael _Jordan_ %28Begriffskl1%C3%A4rung%29



Kapitel 1 Einleitung

Organisation).

Unter Entity Disambiguation, manchmal auch als Entity Linking bezeichnet, ver-
steht man die Zuordnung einer namentlichen Erwédhnung einer Entitdt in einem
Dokument zu der Entitat selbst. Die Schwierigkeit besteht dabei darin, Mehrdeu-
tigkeiten aufzulosen, daher auch der Name Disambiguation.

In dieser Arbeit sollen beide Aspekte berticksichtigt werden. Unter dem Begriff | En-
titdtserkennung” soll dabei sowohl das Erkennen von Eigennamen (NER), als auch
die Disambiguation verstanden werden.

Evaluiert wurden die verschiedenen Ansdtze zur Verbesserung unter anderem auf
dem ERD-50-Korpus, welcher eine Teilmenge des bei der 2014 Entity Recognition
and Disambiguation Challenge [ERD2014] verwendeten Korpus darstellt.

e S Exm - |
L4

Michael Jordan

v Words:

michael jordanaires (5) |:|

michael jordan® (2)

mirhanl inrdanacann firiN kv

1-8ef2

v Classes:

¥ Instances: Tip: The most interest
Michael Jordan (266325) |-

Jeffrey Michael Jordan (1353)

Michael Jordan Steakhouse (59) |E Press RETURN to
Michael Jordan to the Max {59) [ M

Michael Jordan An American Hero (39) Press Ctrl+RETU
Mi_chael _Jordan Chaos in the a7

Windy City

Michael Jordan (Film character) (36)

Michael Jordan (Soccer
Goalkeeper)

Michael Jordan (Musical a4y T
1-20 of 102

(20)

¥ Relations:

Abbildung 1.1.: Auswahl von Entitdten mit broccoli.
Der Benutzer bekommt bei der Eingabe eines oder mehrerer Worter (oben) eine Auswahl
an Instanzen (blaver Kasten), welche jeweils die Entititen widerspiegeln. Klickt der
Benutzer auf eines der Eintrige im blauen Kasten, werden gezielt solche Dokumente
herausgesucht, die sich auf die betreffende Entitit beziehen.



2. Analyse der bisherigen Ansatze

Im ersten Teil dieser Arbeit wurden die begonnenen Verallgemeinerungen und An-
passungen an broccoli evaluiert, um die tatsachlichen Probleme zu identifizieren.

2.1. Extrahieren von Text aus HTML-Dokumenten

Auf einer Nachrichten-Seite beispielsweise gibt es neben dem eigentlichen Nachrich-
tentext noch weitere Elemente, die nicht relevant fiir die semantische Suche sind.
Dazu zahlen etwa Werbung, Benutzerkommentare, eine Vorschau zu weiteren Arti-
keln, und vieles mehr. Jedes Nachrichtenportal verwendet dabei typischerweise ein
eigenes Layout, sodass ein allgemeiner Ansatz gefunden werden muss, relevante Be-
reiche zu extrahieren.

In der fritheren Arbeit wurde dafiir Boilerpipe verwendet. Boilerpipe! ist eine in
Java geschriebene Bibliothek, die einen fiir dieses Anwendungsszenario geeigneten
Artikle Extractor mitbringt.

Zur Evaluation wurden zufallig 100 Seiten aus dem Nachrichten-Korpus ausgewahlt
und mittels Boilerpipe verarbeitet. Die daraus entstandenen Texte wurden manuell
mit den Web-Dokumenten verglichen. Gréfere Probleme konnten hier nicht gefun-
den werden. Haufig wurde félschlicherweise der Disclaimer einer Nachrichtenseite in
den Text miteinbezogen, was jedoch die semantische Suche nur in geringem Maf
beeintrachtigt.

Der fiir die Suche relevante Text war in den meisten Féllen vollstdndig enthalten.
Nur in einem Zehntel der Félle haben einige wenige Sitze aus ldngeren Artikeln
gefehlt. In keinem der Fille kam es zu einem Totalausfall.

Daher wurde entschieden, auch weiterhin Boilerpipe fiir das Extrahieren der Texte
zu verwenden.

Dabei muss jedoch berticksichtigt werden, dass der ArtikleExtractor auf das Extra-
hieren von englischsprachigen Nachrichten-Seiten bzw. auf Seiten mit einem &hnli-
chen Aufbau (ein zentrales Textfeld) optimiert ist. Sollten weitere Internet-Quellen
in den Korpus aufgenommen werden, wie etwa Internet-Foren, muss dieser Schritt
moglicherweise angepasst werden. Dies war jedoch nicht Gegenstand dieser Arbeit.

Thttps://code.google.com/p/boilerpipe/



Kapitel 2 Analyse der bisherigen Ansétze

2.2. Sprachverarbeitung

Nattirliche Sprachverarbeitung spielt eine wichtige Rolle bei semantischen Suchma-
schinen. Unter anderen miissen in dem Dokument Entitédten erkannt werden.

Bei der Verwendung des Wikipedia-Korpus konnte man sich eine Besonderheit zu-
nutze machen: In Wikipedia sind wichtige Begriffe und Namen untereinander ver-
linkt. So kann man relativ einfach Entitaten in einem Wikipedia-Artikel erkennen,
indem man sich an diesen Verlinkungen orientiert.

Auf einem allgemeinen Web-Korpus funktioniert dies nicht, da es hier keine Ver-
linkungen gibt. Stattdessen miissen Entitédten hier anhand syntaktischer Merkmale
erkannt werden. Dies fiihrt zu einer ganzen Reihe von neuen Problemen, wie etwa,
dass Mehrdeutigkeiten aufgelost werden miissen, da in vielen Féllen derselbe Name
von mehreren Entitdten geteilt wird.

Von Phillip Bausch wurde dazu bereits ein einfacher Entitédtserkenner geschrieben
(grobe Skizze siehe Algorithmus 1), der fiir jedes Wort und fiir jede Verkettung von
bis zu fiinf hintereinander stehenden Wortern priift, ob diese syntaktisch identisch
zu einem Namen oder Alias einer Entitét ist. Im Folgenden werden die unterschied-
lichen Namen und Aliase einer Entitdt auch unter dem Begriff ,,Oberflachenform*
einer Entitit zusammengefasst. Als Datenstruktur wird eine Hash-Map verwendet,
die zu jeder Oberflaichenform die dazu gehorende Entitat speichert. Somit kann in
konstanter Zeit bestimmt werden, ob ein String eine Oberflichenform einer Entitat
ist.

Wenn eine Entitdt gefunden wird, wird eine entsprechende Annotation hinzuge-
fiigt. Dabei kann es auch vorkommen, dass sich zwei Annotationen tiberlappen.
Beispielsweise ist ,Late Show with David Lettermann“ eine Oberflachenform der
gleichnamigen Fernsehshow. Gleichzeitig ware aber auch ,David Lettermann® eine
Oberflachenform des Moderators. In einem solchen Fall wird immer nur die langere
Entitat behalten, genauer: Die Entitat, die mehr Buchstaben in dem zu annotieren-
den Dokument abdeckt.

Zuséatzlich wurde auch eine Erkennung von Koreferenzen implementiert. Zum einen
wurde erkannt, wenn statt des vollen Namens einer Entitat im weiteren Verlauf ei-
nes Textes nur noch ein Teil davon erwahnt wird (Beispiel: ,,Obama“ fir ,Barack
Obama“). Zum anderen wurden Pronomen mit der jeweils letztgenannten Entitét
verglichen, und falls diese in Geschlecht mit dem Pronomen tibereinstimmt, wurde
dies als Koreferenz fiir die zuletzt genannte Entitét aufgefasst.

Zur Evaluation des Entitatserkenners wurde zunéachst eine Evaluations-Komponente
geschrieben, die in Kapitel 5 genauer beschrieben wird. Mit dieser war es moglich,
Falscherkennungen in einem Text genauer zu untersuchen.

Bei einer ersten Analyse wurden zum einen eine hohe False-Positive-Rate festgestellt.
Philipp Bausch hatte in seiner Arbeit bereits ein Verhéaltnis von 1:4 von erkannten



2.2 Sprachverarbeitung

Entitaten zu der Anzahl der Worter beschrieben. Dies konnte im wesentlichen be-
statigt werden.

Auch eine hohe Zahl an falsch erkannten Entitdten konnte beobachtet werden. Ein
Teil der Falscherkennungen konnte auf Fehler in der Ontologie-Datenbank zuriickge-
fithrt werden. Zum Beispiel wurde bereits beim Erstellen der Ontologie-Datenbank
mehrdeutige Oberflichenformen herausgefiltert. Dadurch waren viele wichtige Zu-
ordnungen nicht enthalten (Bsp. Fiir ,,President Bush“ kann und sollte es mehr als
eine Entitat geben). Zudem fehlte ein Disambiguationsalgorithmus fiir eben diesen
Fall.

Aufgrund dessen wurde entschieden, dass im weiteren Verlauf dieser Arbeit der
Fokus auf die Verbesserung der Entitatserkennung gelegt wird.



Kapitel 2 Analyse der bisherigen Ansétze

input : A map String — Entity entityMap
input : An array of String tokens /* The words of the document */
output : A set of EntitiyAnnotations L

L« @
/* Iterate over all tokens */
for i +— 0 to tokens.size() do
/* Only recognize if a noun */
if not token i is a moun then
‘ continue for
end
/% Start with the longest sequence of tokens */
for 7 + Min(N, 7) downto 0 do
/* Concatenate tokens */
surfaceForm < tokens[i — j] _tokens[i — (j + 1)]_--- _tokens[i — 0]
/* Prefer longest sequence. Break if found a match. */
if entityMap.containsKey (surfaceForm) then
entity < entityMap.get (surfaceForm)
CreateAnnotation (entity, L)
break for

end

end

end
return L

Procedure CreateAnnotation(newEntity, L)
for entity € L do
if Overlap (entity, newEntity) then
L <L \{entity, newEntity}
L <L N{DisambiguateOverlap(entity, newEntity) }
end
end

/* Always returns the longer (#characters) entity. */
Function DisambiguateQOverlap (entityl, entity2)

Algorithmus 1 : Bisherige Entitatserkennung



3. Stand der Forschung

Ein haufig anzutreffendes Verfahren zur Entity Disambiguation besteht darin, die
richtige Entitat mithilfe von Kontext-Informationen zu bestimmen. Dazu wird fir
jede in Frage kommende Entitéit die Beschreibung oder Definition in einem Lexikon
(z.B. Wikipedia) herangezogen und mit dem Text des Dokumentes verglichen. Es
wird letztlich die Entitéit ausgewihlt, dessen Beschreibung die grofite Ubereinstim-
mung mit dem Dokument aufweist.

Zur Ermittlung der kontextbezogenen Ubereinstimmung konnen aus den Texten und
Artikeln Merkmals-Vektoren (engl. feature vectors) erstellt werden, wobei es fir je-
des Wort einen Eintrag im Vektor gibt, der z.B. beschreibt, wie hiufig ein Wort
in einem Text erwahnt wird. Diese Vektoren konnen dann etwa mit der Kosinus-
Ahnlichkeit (engl.cosine similarity) verglichen werden.

In Wikify! [MCO07] wird dieser Ansatz unter anderem genutzt, um Schliisselwérter
in einem Text zu den entsprechenden Wikipedia-Artikeln zu verlinken.

Als Schliisselworter werden dabei u.a. Fachbegriffe, Namen, Orte, usw. angesehen.
Das Ziel war aber nicht, alle vorkommenden Begriffe zu verlinken, sondern nur sol-
che Begriffe, die als besonders wichtig fiir das Textverstandnis angesehen wurden.
In einer als “keyword extraction” bezeichneten Phase wurde daher zunachst wichtige
Schliisselworte bestimmt.

Die Kontext-Informationen zur Disambiguation wurden aus den Wikipedia-Artikeln
der Entitdten gewonnen, und jeweils mit dem Absatz des Dokumentes verglichen,
in dem die Entitat erwahnt wird.

In der Publikation wurde zuséatzlich ein Ansatz implementiert, der auf maschinellem
Lernen basiert und eine Klassifikation der Entitdten mithilfe eines Trainingsdaten-
satzes vornimmt.

Beide Ansétze wurden hinsichtlich Precsision, Recall und F-Maf3 evaluiert und mit
einer random baseline verglichen. Beide Ansétze schnitten dabei deutlich besser ab
als die random baseline, wobei der auf maschinellem Lernen basierte Ansatz in die-
ser Publikation das bessere Ergebnis erzielte. Bei der Evaluation wurde aulerdem
eine ideale keyword extraction angenommen. Die keyword extraction wurde zuvor
getrennt von der Disambiguation evaluiert.

In [LPLA10] wurden verschiedene Varianten zur Gewinnung der Kontext-Vektoren
beschrieben und diskutiert. Die Publikation ist auf die Disambiguation von Eigen-
namen, speziell von Personen, in einem Web-Dokument fokussiert.

Die Kontext-Vektoren der Entitaten wurden dabei aus den Einleitungen der dazu-



Kapitel 3 Stand der Forschung

gehorigen Wikipedia-Artikel erzeugt — je nach Variante wurden alle Worter, nur
grof} geschriebene Worter oder nur Worter, welche Teil eines Wikipedia-Links sind,
miteinbezogen.

Evaluiert wurden die Ansétze unter anderem auf dem Kulkarni Name Corpus, wel-
cher eine bewusste Auswahl an Artikeln mit mehrdeutigen Personennamen enthélt.
Dabei konnte gezeigt werden, dass es weder notwendig noch vorteilhaft ist, alle
Worter aus der Wikipedia-FEinleitung miteinzubeziehen. Tatsachlich konnte bei der
Variante, bei der nur grof§ geschriebene Worter miteinbezogen wurden, eine hohere
Genauigkeit als mit allen Wortern erzielt werden. Die hochste Genauigkeit wurde
mit den Worter aus den Wikipedia-Links erreicht.

In [LME12]| wird zur Disambiguation mithilfe der Kontext-Vektoren zusétzlich der
Popularitdtswert einer Entitdt miteinbezogen. Als Popularitdtswert einer Entitat
wird dabei die Anzahl der Wikipedia-Artikel gezahlt, die auf diese Entitat verlin-
ken. Letztlich wird daraus ein final link score berechnet, der sich aus dem Produkt
aus Popularititswert und der Kosinus-Ahnlichkeit zusammensetzt.

Die Publikation [Cuc07] beschreibt ebenfalls die Entity Disambiguation basierend
auf Kontext-Informationen aus Wikipedia.

Die Kontext-Informationen wurden aus den Verlinkungen der Wikipedia-Artikel un-
tereinander berechnet, es wurden aber auch in Betracht gezogen, Kontext-Informationen
aus haufig vorkommenden Wortern oder anhand der Tf-Idf Werte zu gewinnen. Tf-
Idf steht fiir ,term frequency - inverse document frequency*, und kann zur Beurtei-
lung der Wichtigkeit einzelner Worte herangezogen werden.

Zusatzlich wurde auch eine Vorgehensweise zur Named Entity Recognition beschrie-
ben, welche die genaue Start- und Endposition eines Eigennamens ermittelt. Hierfiir
wurden Grofl- und Kleinschreibung, Web-Statistiken sowie Statistiken eines Trai-
ningsdatensatzes (CoNLL-2003) miteinbezogen.

Auch gibt es eine Vielzahl aktiver Forschungsprojekte, die sich hauptséchlich mit der
Named Entity Recognition beschéftigen. So gibt es zum Beispiel von der Stanford
Natural Language Processing Group eine Bibliothek Stanford NER!, die fiir das
Erkennen und Klassifizieren von Eigennamen genutzt werden kann. Dazu werden
statistische Modelle auf Basis von Conditional Random Fields genutzt. [FGMO5].

thttp://nlp.stanford.edu/software/ CRF-NER.shtml
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4. Verbesserung der
Entitatserkennung

Die Verarbeitung der Texte wird in broccoli mithilfe einer UIMA-Pipeline durchge-
fithrt. UIMA ist ein von Apache Foundation betreutes Framework fiir die Program-
miersprache Java, und eignet sich insbesondere fiir die Verarbeitung von natiirlicher
Sprache. Ein wesentlicher Bestandteil der UIMA-Pipeline sind Annotationen, die
von den einzelnen Komponenten der Pipeline eingefiigt werden koénnen.

Die Aufgabe des Entitatserkenners ist es, in dem Dokument erwéhnte Entitaten zu
erkennen, zu disambiguieren und mit einer Annotation versehen. Die Annotationen
sollen dabei tiberschneidungsfrei sein.

Der Entitatserkenner kann dabei bereits auf Annotationen fritherer Komponenten
zugreifen. Dazu zéhlen:

e Die Tokenizer-Komponente unterteilt den Text eines Dokumentes in einzelne
Worter, und erstellt eine Annotation fiir jedes Wort.

e Die POS-Tagger-Komponente klassifiziert die einzelnen Woérter nach Wortart
(u.a. Nomen, Verb, Adjektiv), und fiigt diese Information zu den jeweiligen
Annotationen der einzelnen Woérter hinzu.

4.1. Ontologie

Als Ontologie fiir den Entitatserkenner wird die Freebase-Datenbank verwendet.

Dem Entitatserkenner stehen dabei die Meta-Informationen aus Freebase zur Ver-
fligung, wie etwa die Topics / Klassen, die Aliase, und die Beschreibungen. Fur
Entitaten der Klasse person steht zusatzlich das Geschlecht zur Verfiigung.

Dartiber hinaus werden diese Meta-Informationen durch Daten ergéinzt, die aus der
englischsprachigen Wikipedia gewonnen werden. Dazu gehoren ein Popularitatswert
fir jede Entitat sowie zusatzliche Aliase. Der Popularitdtswert entspricht jeweils der
Anzahl der Wikipedia-Seiten, die auf eine Entitat verlinken. Die zusétzlichen Aliase
werden aus den Wikipedia Weiterleitungen gewonnen. Diese Informationen waren
bereits von Anfang an in der Ontologie vorhanden.

Zusatzlich wurde damit experimentiert, Aliase aus den Beschreibungen zu gewinnen.
Zum Beispiel werden die ,,Detroit Tigers“ oft nur als ,, Tigers“ bezeichnet. Daher

11



Kapitel 4 Verbesserung der Entitétserkennung

wurden Namensbestandteile, die in der Beschreibung héaufiger erwahnt werden als
der Name selbst, als Alias hinzugefiigt.

4.2. Datenstruktur

Wie in dem bereits vorhandenen Entitatserkenner wird eine Hash-Map verwendet,
um einen moglichst effizienten Zugriff auf die Entitdten zu bekommen, bei der die
Oberflichenform der Entitéit als Schliissel verwendet wird.

Falls eine Entitdt mehrere Oberflichenformen hat, wird die Entitdt entsprechend
mehrfach — einmal fiir jede Oberflachenform — in der Hash-Map gespeichert.

Allerdings hat dieser Ansatz den Nachteil, dass es fir jede Oberflichenform nur eine
Entitét geben kann, was in der Praxis nicht immer zutrifft. Daher wurde die Hash-
Map so erweitert, dass fiir jede Oberflichenform eine Liste an Entitdten gespeichert
werden kann, eine Art Multi-Map. Dies hat aber zur Folge, dass bei jeder Textstelle
entschiedenen werden muss, welche Entitéit aus der Liste an dieser Stelle zutreffend
ist. Ein Algorithmus zur Disambiguation wird in Abschnitt 4.4 beschrieben.

Oberflachenform (Key) Liste mit Entitaten (Value)

Michael "Mike" Richards (Ice hockey player)
Michael Richards (Actor)

Michael Richards
George W. Bush
President Bush ——] George H. W. Bush

\_/—\

George W. Bush
\A George W. Bush

__‘\‘_‘_./—""___—‘"‘—-—.

Abbildung 4.1.: Die Speicherung der Entitdten in einer Hash-Map.

4.3. Finden von Eigennamen

Der Erkennung der Entitdten wurde zunéchst in zwei Probleme aufgeteilt: Das Er-
kennen von Eigennamen und das Erkennen von Gattungsnamen. Ein Teil der False-
positives konnte darauf zurtickgefithrt werden, dass Worter in einem Text falschli-
cherweise fiir Eigennamen gehalten wurden.

12



4.3 Finden von Eigennamen

Zur Erkennung von Eigennamen bietet es sich an, die POS-Tags zu berticksichtigen.
Der fiir broccoli verwendete POS-Tagger erkennt nicht nur, ob es sich bei einem
Wort um ein Nomen handelt, sondern unterscheidet dartiber hinaus zwischen proper
nouns (NNP- oder NNPS-Tag) und gewohnlichen nouns (NN- oder NNS-Tag).

Die Anfangs- und Endpositionen lassen sich jedoch nicht aus den POS-Tags ableiten.
Beispielsweise wiirden in dem Namen Memorial Institute for the Prevention
of Terrorism nur die Worte Memorial, Institute, Prevention und Terrorism mit
NNP-Tags versehen. Die tibrigen Worte, die aber ebenfalls Bestandteil des Eigen-
namens sind, werden nicht als proper nouns gekennzeichnet.

Der in Abschnitt 2.2 beschriebene Algorithmus wurde zunéchst so abgeandert, dass
nur Worter und Phrasen berticksichtigt werden, die mindestens ein als proper noun
klassifiziertes Wort enthalten.

Die Erkennung von Gattungsnamen wurde spater wieder hinzugefiigt, dabei wur-
den aber nur bestimmte Entitaten zugelassen. Unter anderem wurden Entitéten,
die sich auf Personen, Organisationen, Orte oder Film- bzw. Buchtitel beziehen,
herausgefiltert. Eine Textstelle wurde als Gattungsname angesehen, wenn diese nur
als gewohnliche nouns (NN- oder NNS-Tag) klassifizierte Nomen enthélt.

Dadurch konnte bereits ein Teil der False-Positives vermieden werden. Ein weiterer
Teil der False-Positives konnte aber darauf zuriickgefiihrt werden, dass vermeint-
liche Entitaten in einzelnen Wortern eines Eigennamens gefunden wurden, wenn
der Figenname als ganzes nicht in der Ontologie enthalten ist. Zum Beispiel wur-
den oft die Vor- und Nachnamen von Personen, die es nicht in der Ontologie gibt,
félschlicherweise als zwei einzelne Namen erkannt.

Hierzu wurden zwei Ansétze getestet, um dieses Problem abzumildern.

4.3.1. NIL-Vorhersage

Der erste Ansatz basiert auf der Beobachtung, dass zwei verschiedene Eigennamen
nur selten direkt hintereinander stehen.

Wenn der Entitatserkenner zwei Eigennamen gefunden hat, die direkt nebeneinander
stehen, ist dies moglicherweise ein Indiz dafiir, dass es sich um eine Fehlerkennung
handelt.

Daher wurde eine Art NIL-Vorhersage hinzugefiigt, die als Entitit erkannte Ein-
zelworte immer dann fir ungiltig (NIL) erklart, wenn direkt davor oder danach
ebenfalls ein Eigenname steht. Zwei Eigennamen werden dabei als nebeneinander-
stehend betrachtet, wenn sich dazwischen kein Satzzeichen oder eine anderes Wort
befindet. Der Entitatserkenner gibt in einem solchen Fall zuriick, dass an dieser
Stelle keine Entitat gefunden wurde.

Dariiber hinaus werden einmal als NIL erkannte Eigennamen in einem Dokument in
einer Liste gespeichert. Taucht ein Eigenname im weiteren Verlauf eines Dokumentes
ein weiteres Mal auf, werden diese als Koreferent aufgefasst und ebenfalls als NIL
erkannt.
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Kapitel 4 Verbesserung der Entitétserkennung

4.3.2. Stanford Named-Entity-Recogizer

Der Stanford NER markiert Eigennamen im Text, sodass sich daraus die Anfangs-
und Endpositionen der Eigennamen herleiten lassen. Zusatzlich werden die Eigen-
namen klassifiziert.

Indem die erkannten Anfangs- und Endpositionen bei der Suche berticksichtigt wer-
den, kann verhindert werden, dass einzelne Teilworte eines Eigennamens félschlicher-
weise erkannt werden. So darf eine Entitdt nur erkannt werden, wenn die Textstelle
entweder mit einer NER-Annotation tibereinstimmt oder diese vollstdndig enthélt.
Letzteres war notwendig, da die NER-Annotationen in einigen Féllen nicht den
gesamten Eigennamen abdecken (z.B. in ,South Philadelphia High School“ wurde
lediglich ,,South Philadelphia“ annotiert).

Der Stanford NER bietet verschiedene Klassifikations-Modelle zur Auswahl, die je-
weils auf unterschiedlichen Datensétzen trainiert wurden. Nach einem kurzen Ex-
periment mit der Web-Applikation! wurde das Modell auf Basis von CoNLL ausge-
wahlt.

4.4. Disambiguation von Mehrdeutigkeiten

Falls sich zwei Entitdten teilweise tiberschneiden, wird wie im bisherigen Ansatz
immer die Entitat beibehalten, die sich auf den lingeren Namen bezieht.

Allerdings kann es im Gegensatz zum bisherigen Ansatz auch vorkommen, dass sich
zwei Entitaten auf eine identische Textstelle beziehen. In einem solchen Fall miissen
diese disambiguiert werden. Ein triviales Disambiguationsverfahren besteht darin,
immer die Entitdt zu wahlen, die den hochsten Popularitatswert hat. Das fithrt im
Schnitt zu einem guten Ergebnis, ist aber vor allem problematisch, wenn es zwei
oder mehr Entitaten mit dhnlichem Popularitatswert gibt — hier ist Wahrschein-
lichkeit einer Fehlentscheidung am grofiten, wenn man nur den Popularitatswert
berticksichtigt.

Ein praziseres Verfahren ist es, zusétzlich den Kontext zu beriicksichtigen, in dem
der Name verwendet wird, wie in Kapitel 3 beschrieben.

Beispielsweise soll im folgenden Satz die Entiét fiir ,Michael Richards“ bestimmt
werden. Hier konnte es sich einerseits um den gleichnamigen Ice-Hockey Spieler,
andererseits um den Schauspieler und Stand-up Comedian Michael Richards han-
deln, die beide einen Popularitdtswert in &hnlicher Grofenordnung haben (19451 zu
10438).

Michael Richards, who played Jerry Seinfeld’s eccentric neighbor Kra-
mer on the sitcom “Seinfeld”, publicly apologized for racist comments he
made |[...] he was working as a stand-up comic.

"http://nlp.stanford.edu:8080/ner/
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4.4 Disambiguation von Mehrdeutigkeiten

Abbildung 4.2 zeigt jeweils die kontextbezogene Ubereinstimmung zwischen den En-
titdten und obigem Satz, was als Entscheidungsgrundlage fiir den Disambiguations-
algorithmus genutzt werden kann.
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Abbildung 4.2.: Die Worte aus dem ersten Satz des News-Artikels (durchgezoge-
ner Kreis) zusammen mit einer Auswahl an Worten aus dem Wikipedia-Artikel
des Schauspielers Michael Richards (oben), sowie des Ice-Hockey Spielers Michael
“Mike” Richards (unten). Bildnachweis: Freebase.com

4.4.1. Kontext der Entitaten

Der Kontext einer Entitat wird aus der Beschreibung der Entitat aus Freebase ge-
wonnen. Hierbei handelt es sich meistens um die Einleitung eines dazugehorigen
Wikipedia-Artikels. Dabei muss berticksichtigt werden, dass es zu einer Vielzahl an
eher unbekannten Entitdten keine oder nur eine sehr kurze Beschreibungen gibt.

Um die wichtigsten Schliisselworte einer Entitédt in der dazugehorigen Beschreibung
zu finden, werden die einzelnen Worte darin nach Tf-idf gewichtet und nur eine feste
Anzahl der Worte mit den hochsten Tf-idf Werten wird fiir jede Beschreibung beibe-
halten. Dies soll zum einen den Speicherverbrauch verringern und die Performance
erhohen. Auf der anderen Seite hat dies den positiven Nebeneffekt, dass Stoppworte
herausgefiltert werden.

Da das Berechnen der Tf-Idf Werte bei einer groflen Zahl an Beschreibungen einen
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Kapitel 4 Verbesserung der Entitétserkennung

hohen Arbeitsspeicherverbrauch nach sich zieht, wurde dieser Schritt unabhéngig
von der UIMA-Pipeline mit einem in C++ geschriebenen Programm durchgefiihrt.
Die dadurch ermittelten Schliisselworte werden zusammen mit den Tf-Idf Werten
in eine Datei geschrieben, welche anschliefend vom Entitdtserkenner ohne grofien
Rechenaufwand nur noch eingelesen werden muss.

Innerhalb der UIMA-Pipeline werden die Schliisselworter fiir jede Entitédt gemafl dem
Vector Space Model in Vektoren gespeichert, wobei fiir jedes Wort der dazugehorige
Tf-Idf Wert verwendet wird. Da es fiir jede Entitit nur eine sehr kleine Anzahl an
Eintragen gibt, werden die Eintrége in sogenannten diinnbesetzten Vektoren (engl.
sparse vectors) gespeichert.

4.4.2. Kontext des Artikels

Fir einen im Artikel erwahnten Eigennamen wurden jeweils zehn umliegende Sétze
sowie die ersten fiinf Sétze des Artikels als Basis fiir den Kontext-Vektor genutzt. Da-
mit soll es einerseits moglich sein, dass in einem Dokument verschiedene Vorkommen
eines Eigennamens zu verschiedenen Entitdten gelinkt werden kann. Andererseits
wurde aber beobachtet, dass am Anfang des Artikels haufig fiir die Disambiguation
wichtige Schliisselworte stehen.

Der Kontext des Artikels wird analog in diinnbesetzten Vektoren gespeichert, wobei
alle Adjektive, Nomen und Verben beriicksichtigt werden. Dabei wird jeweils die An-
zahl der Vorkommen jedes Wortes gespeichert. Die Informationen tiber die Wortart
werden aus den POS-Tags gewonnen. Die Beschrinkung auf bestimmte Wortarten
soll als zusatzlicher Schutz gegen Stoppworte dienen.

4.4.3. Disambiguationsalgorithmus

Die Ahnlichkeit zweier Vektoren wird hier durch das Skalarprodukt der beiden Vek-
toren bestimmt. Das Skalarprodukt zweier Vektoren ist umso grofier, je mehr ge-
meinsame Worter in den durch die Vektoren reprasentierten Kontexten vorhanden
sind, und ist 0, wenn beide Kontexte keine Gemeinsamkeiten haben. Auf eine Lan-
gennormalisierung der Vektoren wird, dhnlich wie in [Cuc07], verzichtet, da dies
einerseits den Rechenaufwand verringert. Andererseits werden Entitdten mit einer
sehr kurzen, und daher unter Umstidnden weniger aussagekraftigen Beschreibung
entsprechend geringer gewichtet.

Sei cgo. der Kontext-Vektor des Dokumentes und cepyiy der Kontext-Vektor der
Entitat. Die Ahnlichkeit beider Vektoren ldsst sich schreiben als:
SimilariY(Cdoca Centity) = Cdoc * Centity

Der zweite Faktor des Disambiguationsalgorithmus ist der Popularitéatswert der En-
titat. Zur Berechnung des Score-Wertes, welcher letztlich zur Disambiguation ver-
wendet wird, wird das Produkt aus Popularitéit und Ahnlichkeitsmaf} gebildet, wobei
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4.5 Koreferenzen

zu dem Ahnlichkeitsmafl zuvor noch ein konstanter Wert € > 0 addiert wird. Dies soll
verhindern, dass das Produkt 0 wird, wenn das Ahnlichkeitsma8 0 ist. Zudem kann
mit einer geeigneten Wahl von e der Popularitit ein héheres Gewicht gegeben wer-
den. Gelegentlich konnte beobachtet werden, dass eine sehr wenig populare Entitét
mit wenig aussagekriftiger Beschreibung nur zufillige Ahnlichkeit mit dem Doku-
ment aufweist, wiahrend die eigentlich gemeinte weitaus populdrere Entitdt kaum
Ubereinstimmungen aufweist. Da die Vektoren nicht normalisiert werden, wurde
e = b festgesetzt, was in einem kurzen Experiment die besten Ergebnisse erzielte.

Der Score-Wert einer Entitit, gegeben der Kontext des Dokumentes, lasst sich folg-
lich schreiben als:

scoregoc(entity) = (similariy(Cgoc, Centity) + €) - popularity (entity)

Letztlich wird folgendes Maximierungsproblem gelost, um die Entitat aus einer Liste
von Kandidaten E fiir ein Dokument doc zu finden:

argenrgt?j)éE scoreg.(entity)
Algorithmus 2 zeigt eine grobe Skizze des Disambiguationsalgorithmus. Die Kontext-
Vektoren sind dabei als Hash-Map gespeichert. Diese bilden von einem Wort auf
den jeweiligen Score (bei der Beschreibung der Entitdten) bzw. auf die Anzahl der
Vorkommen (bei den Dokumenten) ab.

Die Funktion Similarity hat konstante Laufzeit, wenn davon ausgegangen wird, dass
es fir jede Entitdt eine konstante Zahl an Eintragen im Kontext-Vektor gibt. Die
Kontext-Vektoren fiir die Entitdten werden bereits beim Einlesen der Ontologie er-
stellt.

Somit ist die Laufzeit insgesamt linear in der Anzahl der Entitéten fiir einen Disam-
biguationsvorgang (exkl. Berechnung des Kontext Vektors des Dokumentes).

4.5. Koreferenzen

Die bereits vorhandenen Anséitze zum Erkennen von Koreferenz wurde tibernommen
und erweitert, sodass auch Koreferenzen der Art ,the actor®, ,the school” oder ,the
president® erkannt werden.

Dazu wird in einem Dokument eine Liste aller bisher erkannten Entitdten gefiihrt.
Falls in einem Dokument das Wort ,the“ gefolgt von einem Nomen (NN- oder NNS-
Tag) auftaucht, wird gepriift, ob das Nomen eine Klasse von einer der bisher er-
kannten Entitaten ist.

Beispielsweise ist der Schauspieler ,Michael Richards® eine Entitat der Klasse ac-
tor. Daher wiirden Vorkommen von ,,the actor® in einem Dokument, wenn zuvor der
Schauspieler ,,Michael Richards® erkannt wurde, als Koreferenz zu Michael Richards
aufgefasst. Falls es mehrere Entitdten zu einer Klasse gibt, wird immer die zuletzt
erkannte Entitat gewéahlt.
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Kapitel 4 Verbesserung der Entitétserkennung

input : A document context vector D
input : A list of candidates E
output : An entity best

best < nil
for entity € E do
if best = nil then
‘ best < entity
end
else
/* Take the one with the higher score value */
scorel <— (Similarity(D, entity.contextVector) + ¢€) - entity.popularity
score2 <— (Similarity(D, best.contextVector) + €) - best.popularity
if scorel > score? then
‘ best < entity
end

end

end
return best

Function Similarity(contextl, context2)
larger <— The larger of the two context vectors
smaller <— The smaller of the two context vectors
score <— 0
for entryl € smaller do

entry2 < larger.get (entryl.key)

score <— score + entryl.value - entry2.value
end
return score

Algorithmus 2 : Algorithmus zur Disambiguation.
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5. Evaluation

5.1. Testdatensatze

5.1.1. Eigene Auswahl

Zur Evaluation wurden zuféllig Nachrichten-Artikel aus dem gesamten Korpus aus-
gewahlt, der aus etwa 600 Tausend Artikeln besteht. Dabei wurden Artikel ausge-
lassen, welche keine oder nur sehr wenige Eigennamen aus der Ontologie enthal-
ten. Insgesamt wurden 16 Artikel aufgenommen, die mit {iber 670 Annotationen
zu Figennamen und 200 Annotationen zu Koreferenzen versehen wurden, wie im
folgenden beschrieben.

Fur jeden Artikel wurden die Eigennamen mit Grotund Truth Markern versehen,
die dhnlich wie die Wikipedia-Links formatiert sind: Der Eigenname wird zweifach
in eckige Klammern gesetzt. Falls der Name der Entitdt von der Schreibweise im
Text abweicht, wird diese durch einen senkrechten Strich getrennt vor den Eigenna-
men geschrieben. Koreferenzen wurden ebenfalls annotiert und mit einem Asterisk-
Symbol versehen, um spéter eine getrennte Evaluation mit und ohne Koreferenzen
durchfithren zu kénnen.

Im Folgenden ein beispielhafter Satz mit Grotund Truth Markern:

[[CC_Sabathial|C.C. Sabathial] has been one of the best pitchers
in baseball this season, but watching [[CC_Sabathia*|him]] this
[[October]], who would know?

5.1.2. ERD-50

Der ERD-50 Korpus ist eine Untermenge des bei der [ERD2014] verwendeten Korpus
fir den “long text track”. Der tatsichlich fiir die Challenge verwendete Korpus (ERD-
100) umfasst weitere 50 Dokumente, die jedoch nicht verdffentlicht wurden.

Der ERD-50 Korpus wurde nach dem Wettbewerb éffentlich zugénglich gemacht!.

Die Basis fiir den Korpus bilden zur Halfte Nachrichten-Artikel aus dem Webpor-
tal MSN, und zum anderen nicht ndher benannte Dokumente aus dem Internet.
Annotiert wurden ausschlieflich Eigennamen, und keine Koreferenzen.

Thttps://github.com/aolieman /sigir-erd-14-server
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Kapitel 5 Evaluation

Der Datensatz beinhaltet 1100 Ground Truth Annotationen, teilweise sind aber
auch Artikel ohne eine einzige Annotation enthalten.

Die Ground Truth Annotationen sind beim ERD-50 Korpus in einer separaten Datei
gespeichert, dhnlich den ClueWeb annotations?.

Die Annotationen beziehen sich allerdings nur auf eine Teilmenge der Freebase-
Datenbank, wahrend fiir die Entitatserkennung die gesamte Datenbank verwendet
wird. Da der ERD-50 Korpus erst sehr spét veroffentlicht wurde und es lange Zeit
auch unklar war, ob dieser iiberhaupt noch rechtzeitig fiir diese Arbeit veroffent-
licht wird, konnte darauf nicht mehr rechtzeitig reagiert werden. Dies muss bei der
weiteren Evaluation beriicksichtigt werden.

2http://web-ngram.research.microsoft.com/erd2014/Datasets.aspx
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5.2 Testmethodik

5.2. Testmethodik

Zur Auswertung wurde eine eigene Evaluationskomponente geschrieben, welche die
Dokumente und Ground Truth Marker einliest, die Dokumente an den Entitatser-
kenner tibergibt und anschlieBend die erkannten Entitaten mit den Ground Truth
Markern vergleicht.

Hierbei wird eine Ground Truth Annotation als ,richtig erkannt* gewertet, wenn die
richtige Entitat erkannt wurde und ihre Position genau mit der Position der Ground
Truth Annotation iibereinstimmt. Ground Truth Annotationen, welche zwar richtig
erkannt wurden, die Position der Entitdat aber nur teilweise tiberlappen, werden als
ypartiell richtig erkannt® gezéhlt.

Ground Truth Annotationen, zu welchen keine Entitdt erkannt wurde, werden als
,hicht erkannt“ gewertet.

Entitaten werden als ,falsch erkannt* gezahlt, wenn diese eine anderslautende Ground
Truth Annotation tiberlappen bzw. als , False-Positive (FP), wenn diese gar keine
Ground Truth Annotation tiberlappen.

Zusétzlich wird fiir jedes Dokument Precision, Recall und daraus das F-Measure
(F1) als gewichtetes harmonischen Mittel berechnet.

Ahnlich dem Regelwerk der [ERD2014] (“...relaxed correctness of the entity mention
boundaries...”) werden bei der Berechnung von Precision und Recall die partiellen
Ubereinstimmungen als vollwertige Ubereinstimmungen gezéhlt:

#Richtig erkannt + #Partiell richtig erkannt
#Entitaten

Precision =

#Richtig erkannt 4+ #Partiell richtig erkannt

Recall =
ced #Ground Truth Annotationen

Precision - Recall

F — measure = . —
Precision + Recall

Abbildung 5.1 zeigt eine beispielhafte Ausgabe der Evaluationskomponente.

Precision, Recall und das F-Maf§ wurden dabei einmal pro Dokument und einmal
insgesamt berechnet. Bei der Berechnung der Gesamtwerte wurden jeweils die Kenn-
zahlen (Zahl der richtig erkannten Entitéten, etc.) der einzelnen Dokument aufad-
diert.

Zudem wurden bei der Evaluation nur Eigennamen miteinbezogen. Andere Wort-
arten, wie etwa Gattungsnamen, werden nur angezeigt, flieen aber nicht in die
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Berechnung der Mafizahlen mit ein. Dadurch soll die Evaluation kompatibel und
vergleichbar zu externen Datensétzen (wie dem ERD-50) bleiben, da in den meisten
Fallen nur Eigennamen annotiert sind.

Summary

Number of recognized entities, proper nouns: 159 (98 regular / 61 coRefs)
Number of ground truth annotations: 126 (78 regular / 48 coRefs)

(EometiTetaEnized (Ground truth annotation and entity name and boundaries are identical): 97 (59 regular / 38 coRefs)

Partial recognized (Ground truth annotation and entity name are identical, but boundaries are different): 2 (2 regular / 0 coRefs)
_ (Ground truth annotation and entity name are different): 27 (17 regular / 10 coRefs)

Not recognized (Ground truth annotations which are not covered by an entity): 2 (2 regular / 0 coRefs)

False positives (Entity was recognized but no ground truth annotation is present): 33 (20 regular / 13 coRefs)

Common noun entities (Not relevant for precision and recall): 26

Precision: 0.6226415 (0.622449 regular / 0.6229508 coRefs)

Recall: 0.78571427 (0.78205127 regular / 0.7916667 coRefs)
F-measure: 0.6947369 (0.6931818 regular / 0.6972477 coRefs)

C.C. seeking a better October
_ has been one of the best pitchers in baseball this season, but watching - this -: who would know?

Tonight at - - has a chance to redeem . subpar postseason and pitch the _ to their first

pennant in a decade.
A win against the _ gives _ a chance to win their first _ sice 1948,
- 1s pumped; - 1s aiming to channel . emotions appropriately.
"It's going to be loud," - said before * workout _

" look to stay calm, stay in control, not ove Wrong recognized

Actual:
T'll be fine.” Green_Bay_Packers
Expected:
-= 27. is a hulking lefty — .'s 6-74 Cleveland_Indians a repertoire of fastballs sliders and changeups.

Abbildung 5.1.: Die Ausgabe der Evaluations-Komponente. Es wird eine Datei pro
Dokument erstellt, die die erkannten Entitdten mit der Ground Truth vergleicht
und das Ergebnis graphisch und mit Hilfe von Tooltips darstellt.
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5.3 Auswertung

5.3. Auswertung

Tabelle 5.1 zeigt die Ergebnisse der im letzten Abschnitt beschriebenen Evaluations-
Komponente. Es wurde die ,NIL-Vorhersage®“ sowie die Disambiguation mit Kontext-
Vektoren verwendet. Der F1-Wert lag bei 0,682 bei der Eigenen Auswahl bzw. 0,536
bei ERD-50.

#E  #G Korrekt Partiell Falsch Nicht FP
Eigene Auswahl | 995 881 617 23 187 58 168
ERD-50 1589 1164 649 89 261 192 590

Tabelle 5.1.: Ausgabe der Evaluations-Komponente.

Im Folgenden werden die Ergebnisse fiir die einzelnen Verbesserungen gezeigt, sowie
eine Analyse der noch verbleibenden Falscherkennungen. Fiir die Eigene Auswahl
beziehen sich die Werte auf den Gesamt-Score mit Koreferenzen. Dadurch werden
z.B. Folgefehler aufgrund falscher Disambiguation besser sichtbar. Eine getrennte
Betrachtung der Koreferenzen findet in Unterabschnitt 5.3.3 statt.

5.3.1. Finden von Eigennamen

Zunéchst wurden die verschiedenen Ansétze zum Finden von Eigennamen evalu-
iert. ,,Unbeschrankt* beschreibt hierbei den Basis-Ansatz, bei dem sadmtliche im
Text vorkommenden als proper nouns klassifizierte Worter erkannt werden diirfen.
,Nil-Vorhersage“ und , Stanford NER* beschreiben die in Unterabschnitt 4.3.1 bzw.
Unterabschnitt 4.3.2 beschriebenen Verbesserungen.

Der ,ideal“-Wert bezieht sich darauf, dass dem Entitdtserkenner die Anfangs- und
Endpositionen der Entitdten vorgegeben wurden, nicht jedoch die Entitéit selbst.
Dies ist somit ein rein theoretischer Wert.

Figene Auswahl ERD-50
Precision Recall F1 Precision Recall F1
Ideal 0,814 0,743 0,777 0,771 0,637 0,698

Unbeschrankt 0,583 0,734 0,650 0,316 0,678 0,431
Nil-Vorhersage | 0,643 0,726 0,682 0,464 0,636 0,536
Stanford NER 0,640 0,663 0,651 0,551 0,514 0,532

Tabelle 5.2.: Vergleich verschiedener Varianten zum Finden von Eigennamen.

Die unbeschriankte Variante erzielt erwartungsgemafl den hochsten Recall, aber ei-
ne niedrige Precision aufgrund vieler False-Positives, vor allem auf dem ERD-50
Korpus. Die beiden erweiterten Ansétze kénnen einen Teil davon wirkungsvoll ver-
meiden. Der Abstand zum idealen Wert zeigt aber, dass es nach wie vor viele False-
Positives gibt.
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Bei der NIL-Vorhersage konnte nur ein leichter Riickgang des Recall-Wertes beob-
achtet werden. Insgesamt erzielte diese Variante somit auf beiden Datensétzen das
beste Ergebnis.

Anders sieht es bei der Verwendung des Stanford NER aus. Hier wurden einige der
Entitdten nicht mehr richtig erkannt. Abbildung A.1 zeigt beispielhaft die Anno-
tationen des Stanford NER. Unter anderem nicht erkannt, aber als Ground Truth
Annotation vorhanden war ,,Assistant Attorney General.

Dariiber hinaus wurden auch viele Entitdaten nicht erkannt, weil der im Dokument
verwendete Name keine Oberflichenform der Entitat ist. Der in Abschnitt 4.1 be-
schriebene Ansatz erwies sich diesbeziiglich als nicht besonders erfolgreich, da nur
sehr wenige zusétzliche Entitdten erkannt wurden, wie in Tabelle 5.3 zu sehen ist.

Figene Auswahl ERD-50
Precision Recall  F1 Precision Recall F1
Ohne zusatzliche Aliase 0,643 0,724 0,681 0,465 0,633 0,536
Inkl. zusétzlicher Aliase 0,643 0,726 0,682 0,464 0,636 0,536

Tabelle 5.3.: Auswertung der Erzeugung zuséatzlicher Aliase.

Dass fehlende Aliase in der Ontologie tatsdchlich ein Problem sein kénnten, kann
indirekt aus Tabelle 5.5 geschlossen werden. Bei idealem Finden der Eigennamen
und idealer Disambiguation sind nicht erkannte Entitaten hauptsachlich auf fehlende
Oberflachenforen in der Ontologie zuriickzufithren.

Bei einer manuellen Analyse der Eigenen Auswahl konnten 70 Félle gefunden werden,
bei denen die Entitat aufgrund einer fehlenden Oberflachenform nicht oder falsch
erkannt wurde. Die entspricht mehr als 10% aller im Text vorkommenden Entitédten
(ohne Koreferenzen).
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5.3.2. Disambiguation

Die Disambiguation wurde einmal unter realen Bedingungen (,,NIL-Vorhersage®),
sowie einmal unter idealisierten Bedingungen getestet. Bei letzterem wird ahnlich
zu [MCO7] ein ideales Finden der Eigennamen angenommen.

Bei der Variante ,Popularitatswert® wurde immer die Entitdt mit dem hoéheren
Popularitdatswert ausgewahlt. ,Kontext“ bezieht sich auf den in Abschnitt 4.4 be-
schriebenen Algorithmus.

Zusatzlich gibt es den Referenzwert , Ideal unter der Annahme, dass der Disambi-
guationsalgorithmus immer die richtige Entitat auswéhlt, sofern diese in der Liste
der Kandidaten enthalten ist.

FEigene Auswahl ERD-50
Precision Recall F1 Precision Recall F1
Ideal 0,67/ 0,757 0,713 0,475 0,651 0,549
Popularitatswert 0,612 0,70 0,653 0,465 0,638 0,538
Kontext 0,643 0,726 0,682 0,464 0,636 0,536
Tabelle 5.4.: Auswertung der Disambiguation.
FEigene Auswahl ERD-50
Precision Recall F1 Precision Recall F1
Ideal 0,850 0,776 0,811 0,79/ 0,656 0,718
Popularitatswert 0,780 0,712 0,744 0,778 0,643 0,704
Kontext 0,815 0,743 0,777 0,771 0,637 0,698

Tabelle 5.5.: Auswertung der Disambiguation bei idealem Finden der Eigennamen.

Auf der Eigenen Auswahl konnte hier ein deutlicher Fortschritt erzielt werden. Aller-
dings gibt hier nach wie vor Entitaten, die nicht richtig disambiguiert wurden, was
der Abstand zum Idealwert zeigt. Zu den auch mit Kontext-Informationen nicht rich-
tig disambiguierten Entitaten gehort z.B. ,,President Bush“, was sowohl fiir ,,George
W. Bush* als auch fiir ,,George H. W. Bush*“ stehen konnte. Beide Entitdten haben
einen ahnlichen Kontext und sind daher mit dieser Methode nur schwer auseinan-
derzuhalten.

Auf dem ERD-50 Korpus liegt dir Variante ,,Popularitdtswert® bereits nahe am
Idealwert. Die Einbeziehung der Kontext-Informationen bringt hier sogar eine leich-
te Verschlechterung. Dies zeigt, dass viele der Eigennamen bereits eindeutig oder
leicht zu disambiguieren sind, wahrend die iibrigen Falle selbst durch Einbeziehung
der Kontext-Informationen nicht richtig disambiguiert werden kénnen.
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Kapitel 5 Evaluation

5.3.3. Koreferenz

Tabelle 5.6 zeigt die Auswertung getrennt nach Koreferenz und den iibrigen Entité-
ten.

Precision Recall F1

Gesamt 0,643 0,726 0,682
Ohne Koreferenz 0,708 0,745 0,726
Nur Koreferenz 0,481 0,665 0,558

Tabelle 5.6.: Auswertung der Koreferenz auf der Eigenen Auswahl.

Koreferenz wurde haufig falsch erkannt. Unter anderem gibt es bei dem Pronomen
,it* das Problem, dass dieses oft als Expletivum gebraucht wird und sich daher nicht
auf eine Entitédt bezieht.

5.4. Performanceanalyse

Ein wichtiger Aspekt ist zudem die Laufzeit und der Arbeitsspeicherverbrauch. Zur
Performanceanalyse wurden neben den 600 Tausend Nachrichten-Seiten zusétzlich
die tiber 3 Millionen Seiten der .edu Top-Level-Domain einbezogen, wie das bereits
in der urspriinglichen Arbeit [Baul4] der Fall war. Als Referenzsystem diente wie
in der bisherigen Arbeit ein Intel System mit 24 logischen Kernen, das auf 96GB
Arbeitsspeicher zugreifen konnte.

Fir das Speichern der Entitdaten inklusive der Kontext-Informationen werden etwa
45GB Arbeitsspeicher benotigt. Zusatzliche 25GB werden im Verlaufe der Verarbei-
tung der knapp 4 Millionen Seiten benottigt, sodass der Arbeitsspeicherverbrauch in
der Spitze bis zu 7T0GB betragt.

Der gesamte Vorgang dauert etwa 17 Stunden. Davon fallen jedoch lediglich 15% der
Zeit fir die Entitatserkennung an. Ein Grofiteil der Rechenzeit wird fir das POS-
Tagging bendtigt (> 50%), sowie fiir die Komponente zum Schreiben des Volltext-
Index fiir broccoli (etwa 25%). Der Stanford NER konnte aus Zeitgriinden nicht auf
dem vollen Korpus getestet werden. In einer kleineren Auswahl zeigt sich aber, dass
der Rechenaufwand mindestens in der Groflenordnung des POS-Taggers liegt.
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6. Fazit

In dieser Arbeit wurden zahlreiche Ansétze zur Verbesserung der Entitétserken-
nung beschrieben und evaluiert. Dabei konnten Fortschritte bei der Vermeidung
von False-Positives erzielt werden. Ebenso konnte die Entity Disambiguation durch
Einbeziehung von Kontext-Informationen verbessert werden. Jedoch konnten nicht
alle Faslcherkennungen behoben werden. Probleme gibt es nach wie vor mit False-
Positives. Zudem ist der in einem Dokument verwendete Name fiir eine Entitét
oft nicht als Alias in der Ontologie-Datenbank vorhanden. Dadurch wurden einige
Entitaten nicht erkannt.
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A. Anhang

Stanford Named Entity Recognizer :
File Edit Classifier

The @lEEEIEREGBLIRM RN signed a two-and-a-half wear civil rights
agreement with the (K| T gl 1o address glgiBrSaEll immigrant
violence at a [gllEEElE high schaoal.

"Schools hawve an obligation to ensure a safe learning environment for
everyone, We will continue 1o use all of the tools in our law enforcement
arsenal to ensure that all students can go to school without fearing
harassment,” IDIuER=E=EET, Assistant Attorney General for the MR
IRIEALTY said in a written statemeant.

The complaints were triggered by events on December 3, 2009, during

which large numbers of BEEL immigrant students from sl sl ==y fF
High School were assaulted in and around the school throughout the day.

B LOCATION

B PERSON

B ORGANIZATION

W MISC

Run NER

Abbildung A.1.: Beispielhafte Ausgabe des Stanford NER, die mit der Demo-

Applikation erstellt wurde.
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